UNIVERSITATEA "STEFAN CEL MARE” DIN SUCEAVA

FACULTATEA DE INGINERIE ELECTRICA SI STIINTA CALCULATOARELOR
Centrul integrat de cercetare, dezvoltare §i inovare pentru Materiale Avansate, Nanotehnologii
si Sisteme Distribuite de fabricatie si control (MANSiID)

Contributii in recunoasterea

formelor utilizand
descompuneri tensoriale

Domeniul Calculatoare si Tehnologia Informatiei

Conducator stiintific:
Prof. univ. dr. ing. Stefan-Gheorghe PENTIUC

Doctorand:
Laura-Bianca BILIUS

Suceava, 2022






Aceasta lucrare de doctorat a fost realizata in cadrul si cu suportul Laboratorului de Masini Inte-
ligente si Vizualizarea Informatiei (MintViz) din cadrul Centrului integrat de cercetare, dezvol-
tare si inovare pentru Materiale Avansate, Nanotehnologii si Sisteme Distribuite de fabricatie si
control (MANSID, 671/09.04.2015) al Universitatii “Stefan cel Mare” din Suceava, cu suportul
proiectelor:

“Excelenta academica si valori antreprenoriale - sistem de burse pentru asigurarea
oportunitatilor de formare si dezvoltare a competentelor antreprenoriale ale doctoranzi-
lor si postdoctoranzilor (ANTREPRENORDOC)”, cofinantat din Fondul Social European
prin Programul Operational Capital Uman, 2014-2020, Contract nr. 36355/23.05.2019,
POCU/380/6/13 - Cod SMIS: 123847,

“WearSkill: Interactiuni fluide cu dispozitive wearable smart pentru abilitati motorii spe-
cifice”, cod proiect PN-I1I-P2-2.1-PED-2019-0352, contract nr. 276PED/ 2020,

“Centru pentru transferul de cunostinte catre intreprinderi din domeniul ICT —
CENTRIC”, codul proiectului POC-A1-A1.2.3-G-2015, Cod SMIS 2014+ 119722 (ID
_40_305), Contract de finantare nr. 5/AXA 1/1.2.3/G/13.06.2018, Contract subsidiar nr.
15.875/04.09.2020/acronim Study Al/ IMM:MIiCS Software SRL,

“Platforma hibrida de comunicatii prin lumina vizibila si realitate augmentatd pentru
dezvoltarea de sisteme inteligente de asistentd si siguranta activa a autovehiculelor”, cod
proiect PN-III-P1-1.2-PCCDI-2017-0917, contract nr. 21PCCDI/2018.






Cuprins

1 Introducere 7
2 Descompuneri tensoriale 9
2.1 Tensori . . . . ... e 9
2.2 Descompunerea canonicd poliadicd . . . .. ... ... ... .. ......... 9
2.3 Descompunerea Tucker . ... ... ... ... .. ... .. .. ... .. ..... 10
3 Metode si tehnici de recunoastere a formelor 11
4 Procesarea imaginilor hiperspectrale 12
4.1 Imagini hiperspectrale . . . . . ... ... ... ... .. ... 12
4.2 Metode si tehnici de recunoastere a imaginilor hiperspectrale . . . . . . ... .. 12
4.3 Modele Spectral Unmixing . . . . . .. .. . .. ... 13
4.4 Legatura dintre modelul Linear Spectral Unmixing si descompunerile tensoriale 13
4.5 Concluzil . . ... ... 13
5 Analiza imaginilor hiperspectrale utilizind tehnici de invitare automata 14
5.1 Tehnici de invétare supravegheata . . . . .. ... ... ... . .......... 14
5.2 Tehnici de invatare nesupravegheatd . . . . . .. ... ... ... ......... 14
5.3 Segmentarea matricilorde abundentd . . . ... ... ... oL 15
54 Concluzil . . ... .. 16
6 Metoda eficienta de clasificare a imaginilor hiperspectrale folosind diagrame Vo-
ronoi si forme tari 17
6.1 Descriereametodel . . . . . . ... 17
6.2 Diagrame VOronoi . . . . . . . ... ..t 18
6.3 Descompunerea Parafac si construirea matricii de abundentd . . . . . ... ... 19
6.4 Identificarea nodurilor Voronoi . . . . .. ... ... ... Lo 19
6.4.1 Metoda M; de identificare a nodurilor Voronoi . . ... ... ...... 19
6.4.2 Metoda M, de identificare a nodurilor Voronoi . . ... ......... 20
6.4.3 Metoda M3 de identificare a nodurilor Voronoi . . ... ... . ... .. 21
6.5 Forme tari gi partitiaconsens . . . . . . . .. .. ... 21
6.6 Evaluarea metodei propuse . . . . . . .. .. ... 22
6.7 Avantajele metodei propuse . . . ... ... 24
7 Metoda de recunoastere a gesturilor 25
7.1 Introducere in analiza gesturilor executate cu manainaer . . . . . ... ... .. 25
7.2 Studii explorative cu privire la interactiuni gestuale . . . .. ... ... ... .. 25
7.3 Analiza sistematica a literaturii de specialitate . . . .. ... ... ........ 26
7.4 Metoda de recunoastere a gesturilor executate cu mana in aer folosind descom-
punerea Tucker? si metoda ansamblu de invatare . . . ... ... ......... 26

7.5 Colectarea si procesarea datelor corespunzatoare gesturilor executate cu mana

7.6  Construirea tensorului de gesturi si aplicarea descompunerii tensoriale Tucker2 27

5740



7.7 Metoda ansablu de Invatare a gesturilor executate cu madnainaer .. ... ... 28

7.8 Evaluarea performantei metodei DELMet . . . . . ... .. ... ......... 28

7.9 Avantajele metodei propuse . . . . ... .. 30

8 Concluzii si contributii 31
8.1 Contributiile lucrariide doctorat . . . . ... ... ... ... ... 31
8.1.1 Contributiiteoretice . . . . . .. .. .. .. . 31

8.1.2 Contributii practice . . . . . .. .. ... . 32

8.1.3 Diseminarea rezultatelor . . . .. ... ... ... ... .......... 33

8.1.4 Implicarea in proiecte de cercetare . . . . ... ... ... ........ 35

8.2 Dezvoltari viitoare . . . . . . . . . . . . 35
References 37

6 /40



1 Introducere

Odata cu dezvoltarea continud a tehnologiei, un volum semnificativ de informatii sunt
generate din diverse surse, prin urmare, impactul dimensionalitatii devine o provocare in inter-
pretarea datelor. Datele de dimensiuni mari (en.: big data) sunt date digitale eterogene generate
de companii si persoane ale caror caracteristici (volumul mare, diversitatea formelor, viteza de
procesare) necesita instrumente de stocare si analiza informatica specializata [46]. Tehnicile
de extragere a informatiilor si a caracteristicilor trebuie identificate pentru a obtine rezultate
favorabile intr-un timp util. Conform literaturii stiintifice de specialitate [59], descompunerile
tensoriale, cum ar fi Parafac si Tucker, sunt utilizate pentru extragerea caracteristicilor si rezol-
varea problemelor de clasificare oferind astfel posibilitatea de a studia datele evitand costul de
calcul ridicat. Imaginile hiperspectrale (en. hyperspectral images (HSI)) devin un instrument
valoros cu un domeniu larg de utilizéri, cum ar fi cartografierea, monitorizarea mediului, detec-
tarea dimensiunii si formelor zonelor urbanizate. O imagine hiperspectrala este o imagine cubica
tridimensionala compusa din sute de imagini spatiale. Deoarece imaginile hiperspectrale sunt
de dimensiuni mari, acestea pot afecta analiza datelor datorita costului computational mare [62].
Metodele si tehnicile existente de recunoastere a formelor, dar si a descompunerilor tensoriale
au numeroase aplicatii atat In clasificarea imaginilor hiperspectrale, cat si in clasificarea gesturi-
lor. In ceea ce priveste diversitatea metodelor de intrare, gesturile executate cu mana in aer (en.:
mid-air hand gestures) sunt tehnici de interactiune in plind dezvoltare. Datele generate si trans-
mise de dispozitivele care incorporeaza senzori pentru detectia acestor gesturi tind s creasca in
marime si dimensionalitate oferind astfel o multime de informatii valoroase. Aceasta crestere
este adesea consideratd o provocare in studiul datelor de dimensiuni mari. Drept urmare, extra-
gerea caracteristicilor si procesarea lor folosind algoritmi si tehnici care 1si propun sd inteleaga
gesturile mainii sunt folosite in sistemele informatice cu un timp de raspuns interactiv.

in acest context, scopul acestei lucriri este circumscris reducerii dimensiunilor mari
ale datelor si extragerii caracteristicilor folosind descompuneri multiliniare algebrice ten-
soriale in vederea obtinerii unei precizii si acurateti ridicate de clasificare pentru probleme
de invitare supravegheata si nesupravegheata.

Obiectivele acestei lucrari sunt:

» Realizarea unui studiu explorativ despre clasificarea imaginilor hiperspectrale utilizand
algoritmi de invatare supravegheata si nesupravegheata.

» Propunerea de metode de invatare nesupravegheata a imaginilor hiperspectrale utilizand
descompunerile tensoriale si segmentarea imaginilor.

» Propunerea unei metode de invatare nesupravegheatd pentru date de tipul imaginilor hi-
perspectrale utilizand descompunerile tensoriale, diagramele Voronoi si formele tari care
reduc semnificativ dimensiunea datelor.

» Prezentarea unor studii explorative despre interactiuni gestuale cu inele smart si interac-
tiuni in interiorul si exteriorul vehiculelor.

» Propunerea unei metode de invatare supravegheata a gesturilor executate cu mana in aer
utilizand descompunerile tensoriale care urmareste imbunatatirea acuratetii clasificarii si
reducerii timpului de calcul.

Teza este structurata in 8 capitole si bibliografie.

Capitolul 1 incepe cu o introducere generala, fiind descrise obiectivele, motivatia cerce-
tarii, inclusiv modul in care a fost structurata si organizata teza de doctorat. Capitolele 2 si 3
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prezinta notiunile teoretice cu privire la descompunerile tensoriale si algoritmii de Invatare auto-
mata utilizati in dezvoltarea metodelor specifice recunoasterii formelor. Capitolul 4 introduce
notiuni teoretice despre imaginile hiperspectrale, metodele si tehnicile de analiza si procesare
utilizate in literatura stiintifica de specialitate, inclusiv legatura dintre descompunerile tensoriale
si modelele spectral unmixing) [43, 60]. Explorarea diversilor algoritmi de Invatare supraveghe-
ata [7] si nesupravgheata [6] pentru imagini hiperspectrale preluate de sateliti specializati, dar
si rezultatele obtinute Tn urma extragerii caracteristicilor folosind descompuneri tensoriale sunt
prezentate si discutate Tn Capitolul 5. De asemenea, douad metode de segmentare a matricilor
de abundenta (en.: abundance matrix [43]) [5, 31] care au la bazd descompunerea tensorilor
imaginilor hiperspectrale sunt propuse 1n acelasi capitol.

Capitolul 6 introduce o metoda de recunoastere a formelor din imaginile hiperspectrale care
urmareste eficientizarea procesului de Invatare nesupravegheata [8]. Metoda propusa vizeaza
reducerea semnificativa a cerintelor privind resursele de calcul prin utilizarea descompunerilor
tensoriale si diagramelor Voronoi, dar si a obtinerii unei precizii mai bune prin identificarea
formelor tari. Folosind o metoda euristica de clasificare a formelor tari, o partitie optima este
identificata, iar diagrama Voronoi corespunzatoare poate fi construitd astfel extinzand clasifi-
carea la intreaga imagine hiperspectrald. In ceea ce priveste evaluarea performantei metodei
propuse, sunt discutate rezultatele obtinute pentru seturi de date sintetice si imagini hiperspec-
trale preluate de sateliti. Printre altele, este descrisd o metoda de rezolvare a problemelor de
restaurare a imaginilor digitale folosind diagrame Voronoi [13].

Capitolul 7 prezinta stadiul actual cu privire la recunoasterea gesturilor executate cu méana
in aer folosind date colectate de la senzori IMU (en.: Inertial Measurement Units). In aceasta
directie, sunt prezentate si discutate rezultatele unui analize sistematice a literaturii stiintifice
din domeniu care are ca scop identificarea metodelor de procesare a datelor colectate de la sen-
zori inertiali si a algoritmilor utilizati in literaturd pentru recunoasterea gesturilor executate cu
mana in aer. Totodatd, in Capitolul 7 este introdus intrumentul de tip aplicatie web, Gestu-
RING [10, 57] care a fost sustinut de o analiza sistematica a literaturii stiintifice de specialitate
cu privire la inele smart realizata cu scopul de a explora diversitatea interactiunilor gestuale.
In stransi legiturd cu gesturile utilizate ca metode de intrare, in acest capitol este prezentat in
detaliu un studiu despre interactiunile dintre vehicule si utilizatori. Acest studiu consta intr-un
experiment de solicitare (en.: end-user elicitation study) a preferintelor soferilor si pasagerilor
in ceea ce priveste gesturile utilizate pentru controlul functiilor vehiculelor [30]. Explorarea
spatiului din exteriorul vehiculelor a condus la introducerea cadrului conceptual intitulat “smart
vehicle proxemics” [11, 12] in cadrul céruia are loc o interactiune fluenta dintre sistemul de in-
fotainment si dispozitivele mobile si purtabile ale soferilor in timp ce acestia traverseaza cinci
zone distincte identificabile, din interior la zona personald, zona deschisa distanta, zona deschisa
proximala si zona ascunsa din afara vehiculului. Cadrul conceptual introdus confirma oportu-
nitdtile extinderii interactiunilor si in afara vehiculelor. Prin urmare, metoda DELMet propusa
in acest capitol se complementeaza reciproc cu studiile explorative realizate despre inele smart
si interactiuni in interiorul cat si in exteriorul vehicululor. Metoda DELMet este dedicata clasi-
ficarii gesturilor executate cu mana in aer folosind descompunerile tensoriale pentru extragerea
caracteristicilor si reducerea dimensionalitatii i 0 metoda ansamblu de Invatare propusa pentru
a creste acuratetea clasificarii.

Capitolul 8 prezintd contributiile aduse, concluziile finale, diseminarea rezultatelor si di-
rectiile viitoare de cercetare. Teza se incheie cu o lista de referinte bibliografice.
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2 Descompuneri tensoriale

2.1 Tensori

Tensorii sunt forme multiliniare care au fost introduse pentru a
extinde notiunile de scalari, vectori si matrici. Tensorii descriu relatii

o d

dintre vectori, fiind astfel independenti sistemului de coordonate. Or- 3 "

dinul unui tensor X € Ri*2X*IN este N, iar fiecare componenti este L T
< 7 Y

notata astfel: x;, i,... i, 237

2.2 Descompunerea canonica poliadica

Descompunerile tensoriale sunt metode utile de extragere a caracteristicilor care pot fi fo-
din seturi de date de dimensiuni mari si de ordin superior [41]. In literatura stiintifici de spe-
cialitate descompunerea canonica poliadica (en.: Canonical Polyadic Decomposition (CPD sau
CANDECOMP)) este cunoscuta si sub numele de analiza factorilor paraleli (en.: Paralell Factor
Analysis (Parafac)) sau CANDECOMP/PARAFAC [64].

Parafac descompune un tensor ca o suma de R tensori de rang unu, unde R reprezinta
numarul de componente al descompunerii [21]. Descompunerea Parafac pentru un tensor X €
RI/*K este definitd astfel (vezi Ecuatia 2.1 si Figura 2.1):

R
X=) arobroc,+E=[AB,C] (2.1)
r=1

unde R € N reprezinti numirul de componente, a, € R!, b, € R/, ¢, € RX sunt componentele
de rang unu si o este produsul exterior. Descompunerea Parafac returneaza trei matrici factor

care contin componentele de rang unu, A = [a;, ay, -+, ag] € R™R B=[by,by,---,bgl e R/*R si
C=lcy,Cp, -, cCRrl € REXE corespunzatoare celor trei dimensiuni ale tensorului X € RIxJxK [27].
r 1 ,z:»"cz //’5) R
/ b // bz {// b
C— 1 | e |
X _ = + +
81 32 ER

Figura 2.1: Reprezentarea grafica a descompunerii Parafac in R componente corespunzatoare tensorului
X de ordin N =3 (conform [27])

Pentru a obtine o desompunere ideala se alege cel mai mic numar de tensori de rang unu
care in suma genereaza tensorul X, aceastd problema NP dificila implica alegerea unui numar de
componente care si reprezinte cit mai bine tensorul X. In acest caz se recomanda experimen-
tarea prin compararea unor numere diferite de componente cu scopul de a alege cea mai mica
valoare R care oferd o potrivire cat mai buna [27].
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2.3 Descompunerea Tucker

Metoda Tucker [27] descompune un tensor intr-un tensor nucleu si mai multe matrici factor
care corespund fiecarei dimensiuni a tensorului original. Descompunerea Tucker este o forma de
analiza a componentelor principale (en.: Principal component analysis (PCA)) de ordin superior.
Pentru un tensor de ordin N = 3 (X € R/*/*K), descompunerea Tucker este definita astfel:

P Q R
X~Gx1Ax3Bx3C=) Y > gpgrapobgoc, =[G;AB,Cl] (2.2)
p=1g=1

r=1

Q
w
Q
>

(0]

Figura 2.2: Descompunerea Tucker pentruunten-  Figura 2.3: Descompunerea Tucker2 pentru un
sor X € R/*/*K (conform [27]). tensor X € R*/*K (conform [27]).

G € RP*Q*R este tensorul central iar valorile sale descriu nivelul de interactiune dintre
componente, A € R"*P, B e R7*C si C € RX*R sunt matricile factor care corespund celor trei
dimensiuni ale tensorului X si P, Q si R reprezintd numarul de componente a matricilor factor
corespunzatoare celor trei dimensiuni [27] (vezi Figura 2.2). Tensorul nucleu poate fi vazut ca
o0 versiune comprimata a tensorului original dacd I > P, J > Q si K> R [27].

Descompunerea Tucker2 [27] a unui tensor de ordin N = 3 stabileste una dintre matri-
cile factor ca fiind matricea identitate (I), prin urmare descompunerea este definita astfel (vezi
Figura 2.3):

X~Gx1Ax3B=[G;AB1],C=1si K=R. (2.3)

Metoda Tucker descompune un tensor in componente fiind de asemenea o metoda de redu-
cere a dimensionalitatii si compresie [40], un aspect important pentru a reduce costul de calcul.
De asemenea, descompunerea Tucker detine avantajul extragerii de caracteristici utile care stau
la baza unei acurateti crescute de clasificare [41].
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3 Metode si tehnici de recunoastere a formelor

Recunoasterea formelor este o problema de clasificare unde obiectele sunt descrise cu
ajutorul caracteristicilor §i sunt reprezentate ca si puncte in spatiul formelor [29]. Rezolva-
rea problemelor de recunoastere a formelor presupune utilizarea de diversi algoritmi, cum ar
fi, invatarea supravegheata, invatarea nesupravegheata, invatarea semi-supravegheata, invata-
rea profunda (en. deep learning) sau Invatarea prin Intarire (en. reinforcement learning) [2].
Algoritmii de invatare supravegheata sunt inductivi i pornesc de la un set de exemple ale unei
probleme urmarind identificarea unei functii, denumita predictor care sa permita clasificarea
unor instante noi [2]. Astfel, clasificarea datelor folosind algoritmi de invatare supravegheata
presupune gruparea acestora avand la baza modele prestabilite cunoscute sub numele de “clase
de antrenament”. Acestea sunt grupari de referinta ce corespund realitatii fiind folosite Tnaintea
clasificarii de noi instante pentru antrenare in aplicarea algoritmilor in practica [51]. Invitarea
nesupravegheata presupune clusterizarea variabilelor in diferite grupuri fara definirea unor pre-
dictori [2]. Acesti algoritminu au nevoie de clase de antrenament fiind lasati singuri sa identifice
gruparea si ordinea existente intrinsec in cadrul datelor in functie de anumite criterii. Compa-
rativ cu invatarea supravegheatd, Invatarea nesupravegheata poate identifica in datele de intrare
noi concepte [51]. In ceea ce priveste invitarea semi-supravegheati, este un tip de invatare su-
pravegheat, dar si nesupravegheat. Algoritmii semi-supravegheati se antreneazd cu un numar
mic de date si tratateaza datele neetichetate ca fiind date de testare [45].

Performanta algoritmilor este importanta pentru a putea identifica probabilitatea ca acestia
sd prezica etichetele corect. Atunci cand exista un set de date cu clasificare cunoscuta se pot
calcula diverse marimi pentru evaluarea performantei clasificarii!, cum ar fi, acuratetea, preci-
zia, reamintirea, scorul F, matricea de confuzie, sau pierderile validarii incrucisate. Atunci cand
nu exista un set de date cu clasificare cunoscuta se pot calcula diverse marimi pentru evaluarea
performantei clusterizarii/gruparii', cum ar fi, scorul Silhouette sau indexul Davies-Bouldin.

In aceasta teza de doctorat sunt aplicati algoritmi de invitare supravegheati, cum ar fi,
cel mai apropiati k vecini (K-Nearest Neighbor (KNN)), Bayes Gaussian si Bayes Multinomial
Naiv, analiza discriminanta liniara (Linear Discriminant Analysis (LDA)), arbori decizionali
(Decision Tree (DT)), masini cu vector suport (Support Vector Machine (SVM)), propagarea
etichetelor (Label Propagation (LP)), algoritmi de invatare nesupravegheatd, cum ar fi, K-means,
gruparea ierarhica, deplasarea mediei (Mean-shift), algoritmul punct central (K-medoids), dar
si analiza componentelor principale (en.: Principal Component Analysis (PCA)).

'https://scikit-learn.org/stable/modules/clustering.html
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4 Procesarea imaginilor hiperspectrale

4.1 Imagini hiperspectrale

Imaginile hiperspectrale sunt capturate de senzori imagistici hiperspectrali si sunt date tri-
dimensionale care contin sute de benzi spectrale continue [55]. Tehnologia de teledetectie preia
imaginile in diferite lungimi de unda si apoi le transmite pe pamant prin telecomunicatii [53]
(vezi Figura 4.1), ceea ce oferd posibilitatea de a obtine informatii de pe suprafata pdmantului
fard a avea contact cu elementele din zona de interes.

Soare
Fiecare pixel contine un spectru

continuu cu ajutorul caruia
se pot identifica materialele
prezente intr-o zona de interes

Satelit

Radiatii solaye
eflectate

Radiatii solare
incident

Reflectanta .

- “L L\\/\\/\

04 06 08 1 4 18 18 2 22 24

Dimensiunea
spectrala
-

Uttra-Violet Visible
(W) (VIs) (NIR)
(04-07) ©7-1)

)
o %] e
Dimensiunea
- Wavelength (um)
N spatiala

Figura 4.1: Colectarea datelor hiperspectrale utilizand tehnologia de teledetectie.

Near-Infra-Red Short-Wave Infra-Red Medium and Long Wave Infra-Red
(SWIR) (MWIR and LWIR)
ws-3)

Semnatura spectrald a unui material este unica fiind un instrument puternic pentru identifi-
carea materialelor care sunt prezente intr-o zona de interes [61]. Un material poate fi identificat
din semndtura sa spectrald daca sistemul de detectie are o rezolutie spectrala si spatiala suficienta
pentru a distinge spectrul sau de al altor materiale [3] deoarece la diferite lungimi de unda mate-
rialele reflecta si absorb diferit. Imaginile hiperspectrale pot fi vazute ca tensori de ordinul trei,
unde primii doi indici reprezinta informatia spatiald, iar cel de-al treilea indice indica dimensiu-
nea spectrald. Dupa cum imaginile hiperspectrale sunt considerate a fi date de dimensiuni mari,
acest lucru poate fi un avatanj In ceea ce priveste acuratetea rezultatelor, dar si un dezavantaj
datorita cantitatii mari de date care trebuie procesate. Acest fenomen a fost numit fenomenul
Hughes sau blestemul dimensionalitatii [22], iar evolutia noilor tehnologii si algoritmi vine in
ajutorul analizei si intelegerii datelor de dimensiuni mari.

4.2 Metode si tehnici de recunoastere a imaginilor hiperspectrale

Recunoasterea formelor aplicata pentru datele de tipul imaginilor hiperspectrale este un
subiect de interes, prin urmare, acuratetea predictiilor, dar si complexitatea algoritmilor sunt
masuri importante avand in vedere utilizarea sporitd in diverse domenii de aplicare. Evalua-
rea mai multor algoritmi de invatare automata supravegheata [23] si nesupravegheata [1] a fost
studiata in literatura stiintifica de specialitate cu scopul de a testa si de a identifica cei mai potri-
viti algoritmi pentru clasificarea imaginilor hiperspectrale. Analiza datelor de dimensiuni mari
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reprezinta o provocare deoarece depasesc capacitatea software si hardware si nu pot fi tratate
in mod obisnuit, dar si datoritd prezentei pixelilor cu format mixt. Algoritmii pentru descom-
punere tensoriala utilizati in analiza imaginilor hiperspectrale au scopul de a reduce datele de
dimensiuni mari, de a extrage esentialul, de a explica datele, dar si de a obtine modele precise
usor de analizat pentru identificarea materialelor si estimarea diversilor parametri dintr-o zona
de interes [59].

4.3 Modele Spectral Unmixing

Procesul de spectral unmixing vizeaza descompunerea imaginilor hiperspectrale intr-o co-
lectie de membri finali si abundentele fractionate, in acest fel se obtin informatii despre materi-
alele pure prezente in zona de interes inclusiv distributia lor [24]. Dobigeon ef al. [38] afirma
ca analiza spectrala este un instrument valoros deoarece ofera informatii spatiale si spectrale
compacte si esentiale despre imaginile hiperspectrale, pot fi interpretate fizic si pot fi folosite in
scenarii nesupravegheate.

4.4 Legatura dintre modelul Linear Spectral Unmixing si descompunerile
tensoriale

Linear Spectral unmixing este un instrument puternic pentru datele hiperspectrale si se re-
fera la orice proces care recupereazd componentele spectrale pure, numiti membri finali §1 un
set de abundente fractionale care indica proportia fiecdrui membru final [26]. Membrii finali re-
prezintd materialele pure prezente in imagine, in timp ce setul de abundente pentru fiecare pixel
reprezintd procentul fiecarui membru prezent in pixel. Conform lui Qian et al. [43] informatiile
despre pozitia spatiald sunt pastrate in tensor, desompunerile tensoriale oferind o precizie mai
buna pentru problemele de spectral unmixing. Avand in vedere ca imaginile hiperspectrale sunt
forme tridimensionale, descompunerile trilinare, e.g., descompunerea Parafac, pot fi, de aseme-
nea, utilizate pentru analiza si procesare. Conform modelelor spectral unmixing, tensorul unei
imagini hiperspectrale poate fi aproximat printr-o suma de termeni, unde fiecare termen repre-
zinta produsul exterior dintre o matrice §i un vector, prin urmare, matricea descrie abundentele
fiecdrui pixel [43]. Considerand faptul ca informatiile despre pozitia spatiala sunt pastrate in
matrice, Qian et al. [43] afirma cd produsul dintre matricilor factor A si B obtinute in urma des-
compunerii Parafac ce corespund dimensiunilor spatiale [27], A-B” este matricea abundentelor
(en.: abundances matrix). In consecinti, este stabilita o legatura intre descompunerile tensoriale
si modelele spectral unmixing [43].

4.5 Concluzii

Imaginile hiperspectrale au o structurd multidimensionald motiv pentru care analiza tenso-
riala poate fi o solutie in vederea obtinerii de caracteristici valoroase care pot fi ulterior utilizate
ca date de intrare pentru diversi algoritmi de invatare automatd. Conform Kolda si Bader [27],
analiza si prelucrarea tensoriald consta in doud metode de baza, descompunerea unui tensor ca
suma a unui numar finit de tensori de rang unu (PARAFAC) si descompunerea unui tensor intr-
un tensor nucleu si matrici factori de-a lungul fiecarei dimensiuni (Tucker). Drept urmare, in
capitolele urmatoare sunt propuse metode de clasificare a imaginilor hiperspectrale si a gesturi-
lor care au la baza descompunerile tensoriale de baza utilizate pentru extragerea caracteristicilor,
reducerea dimensiunilor mari a datelor si cresterea acuratetii clasificarii.
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5 Analiza imaginilor hiperspectrale utilizind tehnici de inva-
tare automata

5.1 Tehnici de invatare supravegheata

Clasificarea imaginilor hiperspectrale presupune analiza, identificarea i masurarea mate-
rialelor de pe suprafata pamantului fird a avea contact direct cu acestea. In vederea studierii
rezultatelor generate de algoritmi pentru Invatare automata supravegheata, aceasta sectiune vi-
zeaza utilizarea algoritmilor celor mai apropiati k vecini, Bayes Multinomial si Gausian Naiv,
analiza discriminanta liniard, arbori decizionali $i masini cu vector suport folosind date hiper-
spectrale reale’. Pentru evaluarea predictiilor, diversi indicatori de performanta, cum ar fi va-
loarea acuratetii, matricea de confuzie, scorurile F1, timpul de executie si pierderea validarii in-
crucisate (en.: cross-validation loss) au fost calculati [7]. Conform rezultatelor obtinute, SVM
(en.: Polynomial Kernel) desi este mai costisitor din punct de vedere al timpului de calcul a
obtinut cele mai bune valori ale acuratetii (¢ = 0.925). Un algoritm de invatare supravegheata
care a obtinut valori ale acuratetii foarte bune este 3NN (¢ = 0.905), cu mentiunea ca timpul de
executie prevazut este mai satisfacator decait SVM (en.: Polynomial Kernel). Dintr-un alt punct
de vedere, desi algoritmii SVM liniar (¢ = 0.785) si Bayes Multinomial (¢ = 0.725) au oferit
cele mai mici valori ale acuratetii dintre algoritmii studiati, timpul de executie a fost mai scurt.

5.2 Tehnici de invatare nesupravegheata

Avand 1n vedere ca algoritmii de invatare supravegheata nu pot fi utilizati in toate cazurile
deoarece ne obligd sd avem cunostinte anterioare despre materialele prezente in teren, aceasta
sectiune prezintd un studiu al performantei algoritmilor de invatare nesupravegheata, cum ar fi
k-means si gruparea ierarhica pentru clusterizarea imaginilor hiperspectrale. Pe langd acest stu-
diu, este prezentata si discutatd metoda Parafac-k-means ce presupune utilizarea descompunerii
Parafac 1n vederea reducerii dimensiunii seturilor de date si a algoritmului k-means pentru eti-
chetarea semnaturilor spectrale [6]. In scopul evaludrii algoritmilor de invatare nesupravegheati
au fost studiate si analizate date hiperspectrale care au fost achizitionate de pe site-urile Grupo
de Inteligencia Computationa12 (S1, S2, Sz s1 Sy; rezolutie de 1.3 m/pixel) si U.S. Geologic
Survey® (Ss; rezolutie de 30 m/pixel [37], nu detine un set de date cu clasificare cunoscuti).

In ceea ce priveste metoda Parafac-k-means, sunt descrise rezultatele obtinute pentru setul
Ss. Pentru inceput, descompunerea Parafac a fost aplicata tensorului imaginii hiperspectrale in
vederea reducerii dimensiunii mari a datelor i extragerii caracteristicilor. Deoarece descom-
punerea Parafac este o metoda de analiza si descompunere a datelor multi-directionale, pentru
recunoasterea formelor se pot folosi instrumente de invitare nesupravegheati. In urma des-
compunerii Parafac datele corespunzatoare dimensiunii spectrale au fost clusterizate folosind
algoritmul k-means. Construirea matricii de abundenta ilustratd in Figura 5.1 (stanga) a fiecarei
clase dintr-o imagine hiperspectrala porneste de la faptul ca descompunerile tensoriale sunt va-
zute ca modele liniare [59]. In Figura 5.1 (dreapta) se pot vedea hirtile de abundenta construite
cu scopul de a evidentia clasele identificate; culorile pornesc de la albastru pentru o contributie
scazuta, spre galben pentru contributie ridicata [52].

Zhttp://www.ehu.eus/ccwintco/index.php?title=Hyperspectral_Remote_Sensing_Scenes
Shttps://earthexplorer.usgs.gov
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In urma studierii rezultatelor obtinute, timpul de executie al clusterizarilor dupa utiliza-
rea descompunerii Parafac este vizibil mai mic (in medie, aproximativ 3000 ps, comparativ cu
aproximativ 1921s pentru gruparea ierarhica si k-means a datelor matricizate; in cazul setului S,
timpul necesar executiei prelucrarilor algoritmilor este foarte mare, 3794s, restul timpilor fiind
in intervalul [0.030s, 36.47s]), unde timpul necesar executiei prelucrarilor algoritmului Parafac
este in medie 5.4 secunde. Drept urmare, descompunerile tensoriale sunt promitatoare n analiza
datelor de dimensiuni mari.

A1

5 — 3

Figura 5.1: Construirea matricilor de abundenta pentru fiecare clasa identificatd (a) si reprezentarea
grafica a hartii abundentelor corespunzatoare clasei sapte identificata in setul S5 in urma aplicarii metodei
Parafac-k-means si probele 25 din 53 (b).

5.3 Segmentarea matricilor de abundenta

Segmentarea imaginilor este o metoda folosita pentru a identifica obiecte §i granite in ima-
gini fiind un proces nesupravegheat de Tmpartire a unei imagini in mai multe segmente, astfel
suprafata si regiunile vor fi izolate, devenind mai usor de analizat [19, 54]. Conform metodei
de segmentare in subintervale egale studiata de Bilius si Pentiuc [31], segmentarea imaginilor
hiperspectrale faciliteaza detectarea materialelor prin analiza vizualad si compararea spectrelor
asociate cu fiecare regiune. Aceasta sectiune propune o metoda nesupravegheata de clusterizare
a imaginilor hiperspectrale Intr-un numar definit de regiuni, care identifica materiale dintr-o
zona de interes folosind descompunerile tensoriale §i segmentarea hartii abundentelor bazata pe
algoritmul nucleelor dinamice (en.: Dynamic Clustering Algorithm [16, 26]) [5]. In Figura 5.2
sunt ilustrate etapele metodei propuse pentru clusterizarea imaginilor hiperspectrale.

Matricea de abundenta
segmentata

A———n B———n AB J
—_—
8585 Material 1
— s o Nt
i j i [——— = Material 3

Figura 5.2: Fluxul procesului metodei de segmentare a matricii de abundenta.

Descompunerea Parafac Matricea de abundenta

In dezvoltarea acestei metode [5] au fost utilizate date hiperspectrale preluate de pe site-ul
U.S. Geologic Survey® cu o rezolutie de 30 m/pixel [37]. Tensorul hiperspectral este de dimen-
siune 221 x 221 x 38. Metoda doreste obtinerea unei reprezentari vizuale a matricii abundentelor
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segmentatd, numitd harta abundentelor segmentata [25]. Matricea abundentelor a fost construita
folosind matricile factor corespunzétoare dimensiunilor spatiale obtinute in urma descompune-
rii Parafac. Scopul este de a gasi un algoritm dedicat studiului datelor hiperspectrale utilizand
o tehnica rapida si eficientd. Construirea matricii de abundenta este posibild datorita legaturii
dintre modelele spectral unmixing si descompunerea tensoriald care oferd o interpretare usoara
a datelor, pastrand structura spectrala si spatiald fara pierderi de informatii relevante.
Segmentarea imaginii consta in apli- e

aymoadons
carea unui algoritm ce se bazeaza pe 7
principiul algoritmului nucleelor dina-
mice [16]. Pentru a alege numarul potrivit
de clase, au fost analizate mai multe cazuri
care au fost ulterior comparate cu imagi- v PR m 3 Ay ]
nile satelitare, inclusiv dendrogramele co-

respunzdtoare. Rezultatele experimentale ale metodei au furnizat regiuni omogene datorita des-

compunerii Parafac si algoritmului nucleelor dinamice [16, 43]. In urma acestui pas, fiecirui
material 1i este asociat vizual céte o eticheta. Acest lucru a fost realizat prin analizarea imagi-
nilor satelitare si a hartii abundentelor. Aceste rezultate nu sunt supravegheate si pot fi utilizate
pentru orice alt set de date hiperspectral, avand avantajul cd harta abundentelor segmentata este
usor de obtinut.

5.4 Concluzii

In urma analizarii algoritmilor de invitare supravegheati si nesupravegheata, clasificarea
imaginilor hiperspectrale de dimensiuni mici se poate realiza cu succes. In ceea ce priveste
seturile de date de dimensiuni mari, timpul necesar executiei prelucrarilor algoritmilor este cos-
tisitor devenind astfel ineficienti, prin urmare, descompunerea Parafac detine avantajul de a
genera modele de dimensiuni mici, usor de interpretat. Hartile abundentelor obtinute in urma
descompunerii Parafac sunt omogene considerand ca fractiunea unui pixel dintr-o anumita clasa
este estimatd de harta abundentei corespunzatoare. Referitor la segmentarea imaginilor, metoda
eficientd care se bazeaza pe algoritmul nucleelor dinamice prezentat de Diday [16] si metoda
de segmentare care asociaza clasa unui material dupa un anumit prag de segmentare au oferit
rezultate foarte bune. Tehnicile de segmentare au fost utilizate pentru a obtine o reprezentare
care sa faciliteze interpretarea informatiilor continute in imaginea hiperspectrala. Procesul de
segmentare are loc in trei etape fiind un mod eficient si economic din punct de vedere al re-
surselor imaginilor hiperspectrale. Contributia acestui studiu consta in utilizarea descompunerii
Parafac pentru a extrage abundentele si utilizarea a doua metode segmentare pentru matricile
de abundenta. Toate aceste prelucrari pot fi utilizate la proiectarea unui instrument speciali-
zat pentru analiza imaginilor hiperspectrale. Tindnd cont de rezultatele obtinute dupa utilizarea
descompunerilor multiliniare algebrice tensoriale, Parafac este utild pentru analiza datelor de di-
mensiuni mari ca urmare a avantajelor privind reducerea timpului necesar executiei prelucrarilor
algoritmilor si utilizarea eficientd a memoriei.

Contributiile prezentate In cadrul acestui capitol au fost publicate in urmatoarele lucrari
stiintifice Ay, A7, Ag si A1s; vezi Capitolul 8.1.3.
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6 Metoda eficienta de clasificare a imaginilor hiperspectrale
folosind diagrame Voronoi si forme tari

Acest capitol introduce o metodd de invatare nesupravegheata ce constd in reducerea di-
mensiunilor mari ale imaginilor hiperspectrale utilizand descompunerea Parafac si procesarea
unei cantitati semnificativ mai reduse de date [8].

6.1 Descrierea metodei

Algoritmii de recunoagstere a formelor consuma multe resurse pentru a analiza datele hi-
perspectrale datorita prezentei unui numar mare de benzi spectrale. Pentru date de dimensiuni
mari, executia unui algoritm de determinare a partitiilor folosind biblioteca Scikit-learn Library
Machine Learning din Python [17] poate dura minute, prea mult pentru aplicatii care trebuie
sd raspunda intr-un timp interactiv, iar de cele mai multe ori aplicarea unui singur algoritm de
invatare nesupravegheata nu este suficient in toate cazurile. Drept urmare, este necesara gasi-
rea unei solutii eficiente pentru clasificarea imaginilor, astfel incat memoria ocupata si timpul
necesar executiei prelucrarilor algoritmilor sa fie acceptabile pentru probleme practice.

[ commm

Tensor Descompunerea atricea abundentelo Identificarea
(TERMNXP) = Parafac > (AERMXN) nodurilor Voronoi

Nodurile Voronoi(VERS*3)

_ urile Vo '
(vi=(valoarea din matricea abundentelor, xi, yi)) -
— v

K-means Clusterizarea ierarhica Mean-Shift

Y Y

el,e2€R < e3,e4,e5,e6ERS >

L J)

FERSX, (fi=(el,e2,e3,e4,e5,e6,e7,xi,yi)) )
J

\J
Identificarea Formele tari, SpERT*8, Clusterizarea ierarhica
formelor tari ’ spi=(eil,ei2,ei3,ei4,ei5,ei6,ei7,mi) ’ (input: Sp(:,mi))

Harta abundentei Construirea tichetarea partitiilor
clasificata (CERMN) diagramei Voronoi (LER™)

A

Figura 6.1: Etapele metodei de recunoastere a formelor din imaginile hiperspectrale utilizind descom-
punerea Parafac, diagramele Voronoi si formele tari [§].

In vederea reducerii consumului de resurse de calcul si imbunatatirii calitatii clasificarii,
metoda propusa se bazeaza pe algoritmi de invatare automatd nesupravegheatd folosind des-
compunerea Parafac, diagramele Voronoi si formele tari fara a avea cunostinte anterioare des-
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pre continutul imaginilor. Figura 6.1 descrie etapele metodei de recunoastere a formelor din
imaginile hiperspectrale.

Conform Qian et al. [43], existd o legdtura intre descompunerile tensoriale si modelele
spectral unmixing, prin urmare, in dezvoltarea metodei propuse utilizarea descompunerii Para-
fac a tensorului imaginii hiperspectrale T € RM*N*P are rolul de a reduce dimensiunea mare a
datelor si de a extrage caracteristicile. Constructia diagramei Voronoi se bazeaza pe alegerea ce-
lor mai reprezentative noduri Voronoi din matricea abundentelor notati A € RM*N in Figura 6.1.
Pentru identificarea nodurilor Voronoi, V € RS*3 (unde S reprezintd numirul de noduri) sunt pro-
puse trei metode care sunt evaluate, analizate si discutate folosind patru seturi de date sintetice
si setul de date, Insula Mica Brailei, Romania (vezi Sectiunea 6.4).

Construirea partitiei multiple, F € RS*? se obtine in urma aplicirii tehnicilor de invitare ne-
supravegheata, cum ar fi, gruparile ierarhic, k-means $i mean-shift. Deoarece nu exista un singur
algoritm general aplicabil in orice situatie, utilizarea mai multor algoritmi de invatare nesupra-
vegheata genereaza mai multe partitii corespunzatoare pixelilor din imagine. Chiar si aplicarea
aceluiagi algoritm cu valori diferite ale unor parametri sau moduri de initializare a solutiei de
pornire poate duce la obtinerea unor partitii diferite. Avand aceste partitii apare problema gasirii
unei singure partitii care sa fie solutie. Gasirea unei partitii consens din multi-partitiile obtinute,
asa cum a fost numitd de Bejar [4] sau partitie centrald, asa cum a fost numitd de Diday [16]
este o problema NP dificila. Rezolvarea acestei probleme intr-un timp eficient implica aplicarea
unei metode euristice. In acest scop, construirea matricii multi-partitiilor a fost utilizata pen-
tru a identifica formele tari, Sp € RT*8 (T reprezinti numirul de forme tari i ultima coloani
reprezinta valoarea corespunzatoare asociata din matricea abundentelor). Formele tari au fost
identificate folosind gruparea ierarhicd in urma cireia, partitia optima, L € R7*! a fost obtinuti.
Dupa identificarea formelor tari, cu ajutorul acestora are loc extinderea clasificarii la intreaga
imagine hiperspectrald prin construirea diagramei Voronoi obtindndu-se astfel harta abundente-
lor clusterizatd, C € RM*N_ Figura 6.1 descrie etapele metodei de recunoastere a formelor din
imaginile hiperspectrale.

Metoda propusd a fost evaluatd utilizind seturi de date sintetice obtinute prin generarea
pentru fiecare clasa de valori uniform sau gausian distribuite. In ansamblu, metoda propusi se
bazeaza pe descompunerea triliniard a tensorului unei imagini hiperspectrale in vederea reducerii
dimensiunii datelor, pe o subdiviziune a hartii abundentei in celule uniforme de pixeli numite
celule Voronoi si pe analiza multipla a partitiilor.

6.2 Diagrame Voronoi

Definim diagrama Voronoi Vor (P) pentru un set de puncte P := {p, p2, ..., pn} care apartin
unui plan a, numite noduri, ca fiind o subdiviziune a planului din care fac parte punctele p; in
n celule Vor(p;),i =1,n [34]. Proprietatea diagramelor Voronoi consti in faptul ci orice punct
q care se afla intr-o celula c; care corespunde unui punct p; respecta Ecuatia 6.1 [34].

gea < d(q,p))<d(q,p;j),Vpi,pjEPj#I (6.1)

unde functia d poate fi, e.g., distanta Euclideand, Manhattan, Chebyshev; vezi Figura 6.3b)
pentru o reprezentare grafica a diagramei Voronoi corespunzdtoare unui set de puncte.
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6.3 Descompunerea Parafac si construirea matricii de abundenta

Evaluarea metodei propuse presupune utilizarea unui set de date hiperspectral care a fost
preluat de pe site-ul USGS (U.S. Geological Survey)® cu o rezolutie de 30 m/pixel [37]; ima-
ginea hiperspectrald a unei zone din Braila, Roméania, mai exact Insula Mica a Brailei (vezi
Figura 6.6d) care nu detine un set de date cu clasificare cunoscuta. Modelele spectral unmixing
extrag abundentele din imaginile hiperspectrale astfel incat informatiile spectrale si spatiale sunt
pastrate n harta abundentelor alaturi de corelatiile dintre pixeli [52]; harta abundentelor este ilus-
trarea graficd a matricii abundentelor. In aceasta directie, Qian et al. [43] au introdus legitura
dintre modelele spectral unmixing si descompunerile tensoriale, ceea ce conduce la posibilitatea
de a extrage spectrele constitutive si abundentele corespunzatoare prin intermediul descompu-
nerilor tensoriale. In consecinti, matricea abundentelor a fost construiti in urma descompunerii
Parafac. Setul de date hiperspectral a fost redus cu aproximativ 97%, matricea de abundentd con-
struitd in urma descompunerii reprezentand 3% din tensorul imaginii hiperspectrale si contine
cele mai relevante caracteristici.

6.4 Identificarea nodurilor Voronoi

Aceasta sectiune descrie trei metode de identificare a nodurilor Voronoi care reduc semni-
ficativ dimensiunea setului de date. Acest proces are la baza ideea ca daca se gaseste o diagrama
Voronoi care aproximeaza intr-un mod acceptabil matricea initiala, atunci aceastd matrice ar pu-
tea fi reprezentatd de nodurile diagramei Voronoi [8]. Este evident ca daca se aplicd o serie de
etichete nodurilor Voronoi, va fi posibild construirea unei diagrame Voronoi care va propaga
etichetarea tuturor regiunilor din imaginea hiperspectrald. In continuare sunt descrise si ana-
lizate rezultatele obtinute pentru trei seturi de date de dimensiuni D € RM*N, beans gaussian
(D), beans uniform (Ds) si Insula Mica a Brailei, Romdnia (D;). Pentru toate seturile de date
M =201, N = 301, iar toate valorile generate apartin intervalului [0, 1]. Eroarea este calculata
conform Ecuatiei 6.2, unde D € RM*N este matricea initiald, iar VD € RM*N este diagrama
obtinuta dupd gésirea partitiei consens.

TN IDG, )= VDG, )
er = 71 (6.2)

X5 DA,

6.4.1 Metoda M; de identificare a nodurilor Voronoi

Fie E, € RM*N matricea de abundent normalizati (valori intre [0, 1]) care este discretizati
in subintervale de lungime e. In urma discretizarii se obtine o noua matrice F, care este folosita
pentru a alege nodurile Voronoi. Pentru inceput, matricea E, este aranjati in multimea Z € RMY,
Folosind multimea Z se obtine multimea S, € RY, care contine valorile unice din Z in ordine
crescitoare. In continuare se construieste matricea F € NM*N asociind valorile pixelilor din Ey
cu indexul valorilor pixelilor din S, (vezi Ecuatia 6.3).

Z: {ed(ly]) EEd} = {ZI)ZZ)---)Z]C}’ Vi,ja i: ]-!Ma ] = ]-)N: k: ]-)MX N
Su = {Supsugy---; Suq}o Sul-r < Suj/:» i/ < j/a Vi’aj’a Su c Z (63)

fi,j)=1tdacaey(i,j) = Su;» t=1,q
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Pentru a gési nodurile Voronoi, matricea F este impartita in blocuri patratice de dimensiune
n (pentru evaluarea metodelor propuse n = 5), iar histograma H a fiecarui bloc F(i, j) este
construitd [39]. Numarul de intervale n. este calculat astfel: [(max(E;) — min(E4))/€]. Daca
valoarea maximad din histograma pentru blocul F(i, j) este mai mare decat p% * nr (nr este
numarul de pixeli din bloc), se poate spune ca blocul F este pur si se calculeaza centrul de
greutate al blocului, care va fi un nod Voronoi. Valoarea corespunzatoare nodului Voronoi va
fi mediana a pixelilor care apartin maximului din histograma. Daca conditia anterioara nu este
indeplinitd, blocul F(i, j) este impartit in patru si se verificd din nou conditia pentru fiecare
celuld noud. Daca conditia continud sa nu fie indeplinita, procesul se poate repeta pana cand
aceasta este Indeplinitad sau celula contine un singur pixel care va deveni un nod Voronoi.
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Figura 6.2: Media erorilor (seturile de date Dy, D, si D3) in functie de gradele de libertate € si puritate
(p%) (stanga) si media numarului de noduri Voronoi (seturile de date Dy, D, si D3) obtinute pentru harta
abundentelor (301 x 201) in functie de € si puritate (dreapta) folosind metodele My, M» si Ms.

6.4.2 Metoda M, de identificare a nodurilor Voronoi

O altd metoda de a alege nodurile Voronoi reprezentative presupune impartirea matricii
de abundenta in blocuri (matrici patratice) de dimensiune n (valoare aleasa de utilizator). Din
fiecare bloc generat se aleg noduri care sa reprezinte cat mai bine blocul din care fac parte.
Metoda presupune calcularea de medii recursive in fiecare celuld conform Ecuatiei 6.4; € este o
valoare aleasa de utilizator.
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Conform Ecuatiei 6.4 se va identifica un numar nr de centre in cadrul unui bloc. Fiecarei
medii m; 1i va corespunde un numar ¢; de pixeli. Un nod Voronoi este gasit daca valoarea
lui g; = max(q;) = p% * nr; Vi = 1,nr, nr este numirul total de pixeli din bloc si p este o
valoare aleasa de utilizator. Nodul Voronoi va avea coordonatele centrului de greutate al pixelilor
ce corespund sirului g;, iar valoarea asociatd va fi valoarea medianei valorilor din matricea
abundentei a setului de pixeli g;. Daca valoarea lui q; < p% * nr, atunci blocul se va Imparti in
patru si se vor recalcula mediile conform Ecuatiei 6.4 pana cand conditia va fi indeplinita. Daca
blocul va fi dimensiune 1 x 1 atunci acesta va deveni un nod Voronoi.

6.4.3 Metoda M3 de identificare a nodurilor Voronoi

A treia metoda de a alege nodurile Voronoi reprezentative presupune impartirea matricii
de abundenta in blocuri (matrici patratice) de dimensiune n. Metoda propusa cautd in fiecare
bloc toate valorile nr, care apartin intervalului [mean(x;) —e, mean(x;) +€l, pentru x;, i = 1,nr,
unde nr este numarul total de pixeli din blocul curent. Daca nr, = p% % nr, atunci se va calcula
centrul de greutate (xg, ) ai pixelilor care apartin intervalului. Nodul Voronoi (x,, y,) va avea
coordonatele pixelului din blocul curent care este cel mai apropiat de (xg, y¢). Valoarea asociata
nodului va fi valoarea din matricea de abundenta corespunzatoare lui (x,, y,). Daca conditiile
continua sa nu fie indeplinite, procesul se poate repeta pand cand aceasta este indeplinita sau
celula contine un singur pixel care va deveni un nod Voronoi.

In Figura 6.3b) se poate vedea o diagrami Voronoi corespunzitoare setului de date Insula
Mica a Brdilei (D;) generata pentru evidentierea nodurilor si celulelor Voronoi. De asemenea,
diagrama din Figura 6.3¢) este ilustratd pentru a realiza o comparatie vizuala cu harta abundente-
lor avand o eroare de 9.45%. Rezultatele obtinute in urma aplicarii metodelor My, My si M3 se
pot vedea in Figura 6.2. Un rezultat acceptat de utilizator dupa aplicarea algoritmilor descrisi
pentru identificarea nodurilor Voronoi folosind diverse grade de libertate (e.g., parametrii €, pu-
ritate sau dimensiunea blocului) are loc atunci cand existd un compromis intre numarul de noduri
si eroare. Metodele propuse reduc semnificativ atat numarul de forme, cat $i memoria ocupata.
Datele reduse au reprezentat in medie 52.9% (M), 27.4% (M>), respectiv 55.9% (Ms) din ma-
tricea abundentelor sau a datelor sintetice in cazul celor trei metode de identificare a nodurilor
Voronoi. In cazul imaginii hiperspectrale Insula Micd a Brdilei, datele utilizate pentru cluste-
rizare au reprezentat in medie 1.55%, 0.81%, respectiv 1.65% din intreg tensorul pentru cele
trei metode de identificare a nodurilor Voronoi, cu mentiunea cd datele din matricea abundentei
reprezintd 2.94% din intreaga imagine hiperspectrala.

6.5 Forme tari si partitia consens

Odata ce setul de noduri este definit utilizand una din metodele descrise in Sectiunea 6.4,
nodurile sunt clusterizate folosind mai multi algoritmi de invatare nesupravegheata, cum ar fi,
gruparile ierarhic, k-means si mean-shift. Pentru fiecare nod s-au concatenat etichetele atribuite
de algoritmii de invatare nesupravegheata, astfel s-a construit matricea multi-partitiilor pentru
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Figura 6.3: Reprezentarea graficd a matricii de abundenta (a) si a diagramei Voronoi corespunzitoare
setului de date Insula Mica a Brailei D, (dimensiune bloc=25) (b) si diagrama Voronoi unde valorile
nodurilor Voronoi sunt reprezentate de valorile din matricea de abundenta (c).

toate nodurile. Formele tari vor fi cautate in matricea multi-partitiilor [42] (vezi Figura 6.1).
Formele tari sunt definite ca fiind subseturile de partitii care au fost tot timpul clusterizate Tm-
preund [14, 42]; Figura 6.4, pasul 1. Scopul este de a gasi o partitie consens pentru multi-partitia
obtinuti anterior, cu mentiunea ci aceasti sarcini este o problema NP dificild. In vederea re-
zolvarii acestei sarcini, euristica propusa presupune aplicarea gruparii ierarhice pentru formele
tari extrase din matricea multi-partitiilor (pasul II din Figura 6.4).

Multi-partitii Partitie consens

PI__etichetanod: Forme tari
P2 etichetanod: 1 etichetanod: 1

3 etichetanod: 2 etichetanod: 1
P5 etichetanod: 3 ) ) etichetanod: 2

II

& ctichetancd:
etichetanod: 2

7 etichetanod: 3
8 etichetanod: 4
P9 etichetanod: 5

(=]

P10 etichetanod:5

Figura 6.4: Obtinerea formelor tari (I) si a partitiei consens (II) din matricea multi-partitiilor.

6.6 Evaluarea metodei propuse

In continuare sunt prezentate rezultatele obtinute pentru seturile de date sintetice si imagi-
nea hiperspectrald Insula Mica a Brailei utilizand nodurile identificate in urma aplicarii meto-
delor M, M, si M3 descrise in Sectiunea 6.4 folosind diversi parametri.

In vederea obtinerii partitiei consens pentru setul beans uniform (Ds3) au fost utilizate no-
durile Voronoi (25489 noduri si eroare de 10.12%) obtinute in urma aplicarii metodei M;. Pentru
a ajunge la partitia consens s-a construit matricea multi-partitiilor (25489 x 7) prin aplicarea al-
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goritmilor de Tnvatare automata mentionati anterior. Din matricea multi-partitiilor au fost iden-
tificate 9 forme tari (9 x 7) care au fost clusterizate folosind gruparea ierarhica, obtinand astfel
partitia consens. Valorea asociatd unei forme tari, Sp; este media valorilor nodurilor Voronoi
care au fost asociate cu Sp;. In cele din urma, fiecare partitie din matricea multi-partitiilor este
asociata cu eticheta formei tari din care face parte. Odata ce partitiile sunt asociate cu etichete
de clasa, nodurile Voronoi sunt si ele etichetate, prin urmare, va fi posibila construirea unei di-
agrame Voronoi care va propaga etichetarea tuturor regiunilor, extinzand astfel etichetarea la
intreaga imagine; vezi Figura 6.5. Seturile de date cu clasificare cunoscutd au fost folosite doar
pentru evaluarea acuratetii algoritmului propus. Acuratetea clasificarii este de 98.44%. Pentru
a calcula acuratetea, corespondenta dintre clasele corespunzatoare setului de date cu clasificare
cunoscuta si clasele obtinute in urma aplicarii metodei propuse a fost asociata vizual.
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Figura 6.5: Reprezentarea grafica a setului de date beans uniform, D3 (stanga) si a extinderii clasificarii
la Intreaga imagine folosind sapte algoritmi de invatare nesupravegheata (metoda Mj; € = 0.01, puritate
= 30, dimensiunea blocului de cinci pixeli) pentru generarea multi-partitiilor.

5 100 150 200 20 40 60 80 20 40 60 80

Metodele M, M, si M3 au fost testate si in cazul celorlalte seturi pentru care s-au obtinut
valori ale acuratetii foarte bune, e.g., pentru M; si setul beans gaussian (D1), € = 0.05, puritate
=60, 11886 noduri, eroare = 7.81%, acuratetea clasificarii = 98.10%, pentru My si setul beans
uniform (D3), 10027 noduri, € = 0.1, puritate = 90, eroare = 13.16%, acuratete = 97.49%, pentru
M, si setul beans gaussian (Dy), 10225 noduri, € = 0.05, puritate = 80, eroare = 8.25%, acuratete
= 97.60%, pentru M3 si setul beans uniform (D3), 20996 noduri, € = 0.05, puritate = 70, eroare
= 9.38%, acuratete = 99.39% si pentru M3 si setul beans gaussian (D1), 9920 noduri, € = 0.02,
puritate = 50, eroare = 6.77%, acuratete = 99.17%.

In vederea obtinerii partitiei consens pentru setul de date Insula Micd a Brdilei (Dy; € =
0.1, puritate = 60 si dimensiunea blocului de cinci pixeli), nodurile Voronoi (11032 noduri si
eroare = 6.24%) au fost identificate din matricea abundentei aplicand Metoda M;. Urmand
aceiasi pasi mentionati anterior au fost identificate 25 de forme tari care au fost clusterizate
in cinci clase (valoare aleasa in urma analizarii dendrogramei si a imaginii satelitare) folosind
gruparea ierarhica, obtinand astfel partitia consens; vezi Figura 6.6. Metodele M, si M3 au
fost de asemenea testate, obtindndu-se rezultate omogene; vezi Figura 6.6 pentru reprezentarile
grafice ale extinderii clasificarii la Intreaga imagine in urma aplicdrit M, — € = 0.1, puritate
=90, 10633 noduri, eroare de 6.33%, 25 forme tari s1 M, — € = 0.1, puritate = 90, 9482 noduri,
eroare de 6.32%, 25 forme tari.
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Figura 6.6: Partitia consens folosind sapte algoritmi nesupravegheati aplicand M; (a), M» (b) si M3 (c)
si (d) imaginea satelitara setului de date Insula Mica a Brailei.

6.7 Avantajele metodei propuse

Metoda propusa se bazeaza pe descompunerea triliniard a tensorului unei imagini hiper-
spectrale in vederea reducerii dimensiunii datelor, pe o subdiviziune a hartii abundentei in celule
uniforme de pixeli numite celule Voronoi §i pe analiza multipla a partitiilor. Aceasta presupune
o reducere a tensorului imaginilor hiperspectrale prin aplicarea descompunerii Parafac si cla-
sificarea unui numar semnificativ mai mic de forme fard a avea cunostinte despre materialele
prezente n zona de interes si fard pierderi mari de informatii. Pornind de la definitia diagramei
Voronoi, ce presupune impartirea unui plan in subregiuni, acest concept a fost explorat pentru
imaginile hiperspectrale. Metoda are la baza ideea ca daca se gaseste o diagrama Voronoi care
aproximeaza Intr-un mod acceptabil matricea de abundentd, atunci aceasta matrice ar putea fi
reprezentatd de nodurile diagramei Voronoi [8]. Pentru a reduce numérul de forme care vor
fi ulterior clasificate cu algoritmi de invatare nesupravegheatd au fost propuse trei metode de
identificare a celor mai potrivite noduri Voronoi. Conform mediilor erorilor si mediilor numa-
rului de noduri Voronoi obtinute pentru seturile de date D;, D, si D3 1n functie de gradele de
libertate (e si puritate) folosind metodele M;, M, si M3 trebuie sa existe un compromis intre
numarul de noduri si eroare. Metodele propuse reduc semnificativ atat numarul de observatii,
cat s memoria ocupatd. Deoarece nu existd un algoritm general valabil care genereaza o partitie
perfectd, au fost construite mai multe partitii i s-a cdutat cea mai buna partitie consens abordand
0 metoda euristica care se realizeaza prin gruparea ierarhica a formelor tari. Formele tari contin
submultimi de elemente care au fost clasificate impreuna, acestea fiind identificate din matri-
cea multi-partitiilor. In urma grupérii ierarhice a formelor tari, partitia consens este obtinuta,
drept urmare, i nodurile Voronoi sunt asociate cu etichete de clasa. Clasificarea matricii de
abundentd implica construirea diagramei Voronoi care extinde clasificarea la intreaga imagine
hiperspectrald. Avand in vedere ca imaginile hiperspectrale sunt date de dimensiuni mari, sco-
pul acestei metode a fost de a reduce timpul de executie al clasificarii prin reducerea modelului
si a numarului de observatii la un numér semnificativ mai mic de noduri Voronoi si forme tari.
In concluzie, rezultatele obtinute prin aplicarea metodei propuse au fost foarte bune in ceea ce
priveste calitatea clasificarii, dar si din punctul de vedere al utilizarii eficiente a resurselor de
calcul implicate.

Contributiile prezentate in cadrul acestui capitol au fost publicate in urmatoarele lucrari
stiintifice A; si Aj4; vezi Capitolul 8.1.3.
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7 Metoda de recunoastere a gesturilor

Achizitia datelor care caracterizeazd gesturile executate cu mana in aer (en.. mid-air hand
gestures) implica un numar de valori numerice colectate de la diversi senzori cu o frecventa
semnificativa de esantionare pe toata durata articularii, ceea ce conduce la reprezentarea seturi-
lor de gesturi printr-un volum mare de date. In aceastd directie, descompunerea Tucker este o
metoda de extragere a caracteristicilor, fiind de asemenea si 0 metoda de compresie si reducere
a dimensionalitétii [41]. O reducere a volumului datelor de intrare utilizate pentru antrenarea
algoritmilor supravegheati poate reduce semnificativ resursele de calcul necesare pentru a rula
eficient algoritmii de invatare intr-un timp de raspuns interactiv. Intersectand descompunerea
Tucker cu metoda ansamblu de invatare (ELMet) propusa, acest capitol introduce metoda DEL-
Met pentru recunoasterea gesturilor executate cu mana in aer (en.: mid-air gestures) folosind
valorile colectate de senzori inertiali.

7.1 Introducere in analiza gesturilor executate cu mina in aer

Gesturile executate cu mana in aer sunt metode de intrare care au loc prin manipularea
fara atingere a continutului digital. Tehnicile de recunoastere isi propun sa inteleagd gesturile
executate cu mana in aer, fiind o problema de invatare automata [63].

7.2 Studii explorative cu privire la interactiuni gestuale

In literatura stiintifica inelele smart au fost utilizate ca metode de control [56] deoarece pre-
zintd numeroase avantaje, cum ar fi, versatilitatea, portabilitatea si dimensiunea mica, care le
fac potrivite pentru diverse aplicatii, chiar si ca dispozitive de detectare. Inele smart au aplicatii
in diverse domenii, e.g., aplicatia web, WearSkill implementeaza metode de intrare personali-
zabile si interschimbabile pentru persoane cu diverse dizabilitdti motorii folosind dispozitive
purtabile, e.g., gesturi tactile executate pe un inel smart sau gesturi executate in aer folosind un
ceas smart (mai multe detalii in studiile realizate de Schipor et al. [49, 50]). Aprofundarea stadi-
ului actual referitor la interactiunile gestuale cu inele smart a avut loc prin realizarea unei analize
sistematice a literaturii (SLR) din care au fost extrase informatii relevante pentru proiectarea in-
terfetelor inel smart-utilizator [57]. Informatiile extrase au oferit posibilitatea implementarii
instrumentului web, GestuRING [10, 57] care ofera urmatoarele functionalitati: 579 de mapari
intre gesturi si functiile sistemului pe care il controleaza, descrierile gesturilor in format JSON,
o biblioteca YouTube cu inregistrari video ale gesturilor, date numerice si reprezentarile gra-
fice ale gesturilor care au fost colectate cu un accelerometru cu 3 axe. In literatura stiintifica
s-au propus diverse metode de intrare pentru sistemele din vehiculele smart care ar putea avea
consecinte pozitive asupra sigurantei la volan; mai multe detalii in studiul realizat de Bilius si
Vatavu [9]. In ceea ce priveste comunicarea dintre utilizatori si functiile vehiculelor, experi-
mentul de solicitare a preferintelor soferilor si pasagerilor (mai multe detalii in lucrarea [30]) a
ardtat o diversitate de gesturi. Desi interactiunile din interiorul vehiculelor sunt tot mai studiate,
introducerea cadrului conceptual intitulat “smart vehicle proxemics” are rolul de a structura spa-
tiul fizic din jurul unui vehicul in analogie cu zonele lui Hall [20] ale spatiului personal [11, 12].
Deoarece toate comunicatiile cu vehiculul sunt gestionate prin protocoale web si formate de date
standardizate, extinderea aplicatiilor cdtre noi dispozitive, platforme, inclusiv metode de intrare
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ce implica obtinerea de noi functionalitati sunt usor accesibile. Rezultatele obtinute in aceasta
sectiune au fost publicate n cadrul lucrarilor [10-12, 30, 57].

7.3 Analiza sistematica a literaturii de specialitate

Avand in vedere diversitatea metodelor si algoritmilor de recunoastere a gesturilor, in
aceasta sectiune este decrisa o analiza a literaturii stiintifice In domeniu (52 lucrari). Conform
informatiilor identificate, cei mai multti autori au utilizat accelerometrul deoarece permite fle-
xibilitatea de a putea fi atasat direct pe mana utilizatorului oferind astfel rezultate precise. Di-
mensiunile seturilor de date raportate In lucrarile studiate sunt neomogene, = 2799.45 gesturi,
SD = 3833.29 gesturi. Cele mai mari seturi de date contin peste zece mii de gesturi, acestea
fiind considerate date de dimensiuni mari. In acest caz, efortul de calcul si timpul necesar exe-
cutiei prelucrarilor algoritmilor reprezinta un aspect foarte important. Dictionarele de gesturi
(1 = 16.46, SD = 18.24) cuprind un numar variabil de gesturi, de la un gest la 130 gesturi.
Statisticile extrase in urma acestei analize a literaturii stiintifice au indicat faptul ca descompu-
nerile multiliniare algebrice tensoriale si\sau metodele ansamblu de invétare nu au fost utilizate
in lucrarile studiate pentru recunoasterea gesturilor executate cu ména in aer.

7.4 Metoda de recunoastere a gesturilor executate cu mana in aer folosind
descompunerea Tucker2 si metoda ansamblu de invitare

Odata cu dezvoltarea noilor tehnologii, datele achizitionate de la diversi senzori cresc ra-
pid, atat in volum, cat si in complexitate, in consecintd, reducerea dimensiunii datelor si ex-
tragerea caracteristicilor fara a pierde informatii relevante ar putea conduce la interpretarea lor
intr-un timp de raspuns interactiv. Avand in vedere studiile explorative prezentate in Sectiu-
nea 7.2, gesturile prezinta interes utilizatorilor pentru interactiuni cu inele si vehicule smart.
Intrucat in analiza sistematici a literaturii prezentata in Sectiunea 7.3 nu s-a identificat utiliza-
rea descompunerilor tensoriale in problemele de recunoastere a gesturilor colectate de senzori
intertiali, aceasta sectiune introduce o metoda, DELMet bazata pe descompunerea Tucker?2 uti-
lizata pentru reducerea dimensiunii datelor §i extragerea caracteristicilor si 0 metoda ansamblu
de invatare (ELMet) utilizata pentru a creste precizia clasificarii; vezi Figura 7.1.

l,.Procesare

1,.Clasificare

Atribuirea

Colectarea
. . Antrenarea
datelor de la Reesantionare, filtrare, o . Metoda etichetei
clasificatorilor ansamblu -
senzor descompunerea Tucker2 finale
de invdtare
I,.Colectare I3.Antrenare Is.Atribuire

Figura 7.1: Fluxul procesului metodei DELMet.
7.5 Colectarea si procesarea datelor corespunzatoare gesturilor executate
cu mana in aer

In vederea evaludrii metodei DELMet au fost utilizate patru seturi de date; doud seturi
de date proprii si doua seturi de date publice [15]*. Seturile de date S3 si S4 au fost evaluate in

“nttps://web.cs.wpi.edu/~claypool/mmsys-dataset/2012/6dmg/
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acest studiu deoarece dictionarul de gesturi acopera o mare parte din gesturile colectate in cadrul
studiului prezentat in Sectiunea 7.2. Datele brute colectate de la senzori sunt caracterizate de
pozitie, orientare, acceleratie si viteza unghiulara (un total de treisprezece masuratori diferite).
Dictionarele de gesturi contin doudzeci de gesturi diferite pentru ambele seturi de date si au fost
colectate de la 28 de participanti (setul S3 contine gesturile executate de 7 participanti cu mana
stangd si setul S4 contine gesturile executate de 21 participanti cu mana dreaptd); vezi Figura 7.2.
In cazul seturilor de date proprii (S si S,), gesturile au fost descrise de valorile colectate de la
accelerometru si giroscop cu o frecventa de 30Hz.

S3,54

o J e
—X z

(a) Swipe (b) Poke (c) Vshape (d) Xshape

Acc [g]

Timp [ms]

S1 0 ; > /; ) o
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Figura 7.2: Dictionarele de gesturi ale seturilor Sy, S», S3 si S4 (imaginea corespunzatoare seturilor Sz
si S este preluatd din lucrarea [15]) si reprezentarea grafica a datelor brute corespunzitoare cifrei opt
primite de la un accelerometru (stanga sus).

7.6 Construirea tensorului de gesturi si aplicarea descompunerii tensori-
ale Tucker2

Utilizarea descompunerii Tucker2 [27] presupune construirea tensorului de gesturi. Pen-
tru a putea construi tensorul de gesturi, datele brute care descriu gesturile primite de la senzori
trebuie prelucrate in prealabil pentru a avea aceeasi lungime. In acest caz, metoda propusa pre-
supune calcularea mediei mg a tuturor lungimilor gesturilor folosite in procesul de antrenare.
Reesantionarea datelor este utilizata pentru ca toate datele primite de la senzori sa aiba aceiasi
lungime mg [35]. Ulterior a fost aplicat filtrul moving average pentru a netezi semnalele si
elimina informatiile nedorite (zgomotele). In urma acestui pas toate gesturile G; au aceiasi di-
mensiune 7 x mg (n reprezintd numarul de masuratori primite de la senzori la momentul ), in
concluzie, tensorul de gesturi Tg € R*™s*Ne este construit cu succes (N, ¢ reprezintd numarul de
gesturi din setul de antrenare). Urmatorul pas consta in aplicarea descompunerii Tucker2 con-
form Ecuatiei 2.3 avand datele de intrare obtinute anterior. Dupa cum se poate vedea in figura de
mai jos, tensorul de gesturi Tg este descompus intr-un tensor central Ty € R?*1*Ne si matricile
factor A€ R"™ " si B € R1*"¢. Matricea factor corespunzitoare dimensiunii Ny este setata s fie
matricea identitate, celelalte doud dimensiuni fiind descompuse in 7 si 1 componente.
Tensorul central Ty € R™1Ng este

y Ne mg de fapt o matrice, Mg € R"*M¢ care va fi
" T, =n A |7, || LB folositd ca si intrare pentru ELMet (me-
N 1 toda ansamblu de invatare). Fiecare gest

m, consta intr-un vector de lungime n care re-



prezintd numarul de componente pentru Tucker2. Reducerea dimensionalitatii este necesara
pentru a permite o performanta crescuta de invatare, mai ales din punctul de vedere al costului
de calcul. Pe de alta parte, este necesara extragerea caracteristicilor si aducerea tututor gesturilor
intr-un spatiu unic de reprezentare.

7.7 Metoda ansablu de invitare a gesturilor executate cu mana in aer

Metodele ansamblu de invatare sunt tehnici promitatoare deoarece utilizeaza algoritmi sta-
tistici si computationali de Invatare pentru a lua decizia finald [44]. Scopul acestor metode este
de a colecta mai multe etichete de la mai multi algoritmi si de a o extrage pe cea mai reprezen-
tativa. Metoda ELMet este un pas important in cadrul metodei DELMet si presupune atribuirea
unui gest eticheta cu cea mai mare frecventd. Provocarea constd in alegerea etichetei corecte
dintre etichetele prezise de predictori, chiar si In situatii In care doua sau mai multe clase au
acelasi numar de voturi sau cand fiecare clasi are un singur vot. In caz de egalitate, eroarea
de clasificare gresita a validarii incrucisate pe k-subseturi egale ale datelor (en.: k-fold cross-
validation (CV))’ a datelor de antrenare este calculati pentru fiecare algoritm de invitare care
face parte din comitetul de vot si care corespund frecventei maxime din vectorul de etichete.
Dintre valorile calculate se va alege eticheta care corespunde celei mai mici medii a erorilor de
clasificare. Membrii metodei ELMet pot fi alesi de utilizator sau se poate stabili un prag pentru
acuratetea validarilor incrucisate calculate.

In ceea ce priveste setul de testare, gesturile sunt procesate in acelasi mod ca si datele de
antrenare (reesantionare si filtrul moving average). Aceste date sunt inmultite cu matricile factor
obtinute din descompunerea Tucker2. Cu alte cuvinte, fiecare gest este transformat liniar prin
inmultirea cu matricile factor, astfel este adus in acelasi spatiu ca si datele de antrenare cu un
numar mai mic de dimensiuni (vezi Ecuatia 2.3).

7.8 Evaluarea performantei metodei DELMet

Acuratetea validarii Incrucisate (en.: leave-one-out cross-validation (LOOCV)) [48] a se-
turilor de date Sy, S», S3 §1 Sy a fost calculatd pentru o multitudine de algoritmi de invatare
folosind diversi parametri cu scopul de a alege membrii comitetului de vot din cadrul metodei
ELMet. Algoritmii care au obtinut valori ale acuratetii mai mari de 85% au fost alesi membri
in comitetul de vot al metodei DELMet, mai exact, INN, INN, SVM, Label Propagation, SNN
si LDA. In urma analizirii rezultatelor, faptul ci unii algoritmi de invitare au etichetat corect
unele gesturi, dar altii nu si vice-versa, aplicarea metodei ansamblu de Invatare a extras cele mai
relevante etichete oferind rezultate foarte bune; mai multe detalii in Tabelul 7.1.

Pentru a evalua eficienta metodei DELMet, au fost testate alte doud metode, mai exact,
clasificarea datelor reesantionate si filtrate (ELMet-Scls) si clasificarea caracteristicilor obtinute
in urma aplicarii descompunerii PCA (ELMet-PCA); vezi Tabelul 7.1. Acest studiu presupune
realizarea unui studiu comparativ a rezultatelor obtinute dupa utilizarea descompunerii Tucker2,
dar si fara utilizarea acesteia. De asemenea, au fost comparate rezultatele DELMet utilizand o
altd metoda de reducere a dimensionalitdtii, PCA. Pentru toate cele trei metode comitetul de
vot a fost acelasi, singura diferentd majora a constat in datele de intrare folosite pentru metoda
ELMet. O observatie importanta consta in faptul cd metoda DELMet este alcatuitd atat din

Shttps://machinelearningmastery.com/k-fold-cross-validation/
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Tabelul 7.1: Detalii despre seturile de date, timpii de executie [s] si acuratetea metodelor testate.

Setul de date Sl Sz S3 S4
Numarul de gesturi (antrenare/testare) 100/40 100/50 1304/100 4111/100
Lungimea gesturilor (u) 61 46 76 67
Tucker?2 [s] 0.034 0.042 0.376 0.943
Antrenare DELMet [s] 0.757 0.823 1.973 2.787
Acuratete DELMet 100% 100% 100% 100%
Predictie [s] 0.065 0.036 0.280 0.431
PCA [s] 0.024 0.025 0.360 0.551
Antrenare ELMet-PCA [s] 0.430 0.634 2.122 3.038
Acuratete ELMet-PCA 100% 94% 97% 95%
Predictie [s] 0.069 0.103 0.393 0.415
Antrenare ELMet-SCls [s] 0.756 0.688 7.938 28.030
Acuratete ELMet-SCls 100% 100% 100% 100%
Predictie [s] 0.125 0.123 1.110 2.427

descompunerea Tucker2, cat si din metoda ansamblu de invatare (ELMet), dar metoda ELMet
a fost tratatd separat in acest studiu pentru ELMet-PCA si ELMet-SCls cu scopul de a evidentia
importanta reducerii dimensionalitatii folosind descompunerile tensoriale.

O altd evaluare a performantelor metodei DELMet presupune compararea rezultatelor obti-
nute cu ELMet-PCA si ELMet-SCls, dar si cu factorizarea matriceald nenegativa (en.: Non-
negative matrix factorization) —ELMet-NNMF. Setul de date evaluat contine 5615 gesturi co-
lectata de la de 28 persoane (Ss si S4) [15]; vezi Tabelul 7.1. In cadrul acestei evaluiri, metodele
PCA, Tucker si NNMF au descompus datele in asa fel incat datele de intrare pentru metoda EL-
Met sa aiba aceiasi dimensiune, i.e. 5615x13. Datele metodei ELMet-SCls au avut o dimensiune
de 5615 x 897 dupa reesantionare si filtrare. Optimizarea hiperparametrilor a algoritmilor de in-
vatare supravegheata din libraria Scikit-learn [17] a constat in cdutarea lor folosind tehnica “grid
search” utilizand 5-fold cross-validation pentru setul de date Ss44. Membrii comitetului de vot
au fost reprezentati de top-5 modele care au obtinut cea mai buna performanta Tn urma optimi-
zarii hiperparametrilor, mai exact, SVM (ovr, kernel rbf), Extra Trees (50 estimatori, 2 sam-
ples split), SVM (ovr, kernel liniar), SVM (date standardizate, ovr, kernel liniar) si Extra Trees
(20 estimatori, 2 samples split). Tabelul 7.2 prezintd mediile acuratetilor in urma validarii in-
crucisate “leave-one-subject-out” (LOSO). Conform Tabelului 7.2, DELMet a obtinut rezultate
mai bune comparativ cu ELMet-PCA si ELMet-NNMF, drept urmare, caracteristicile extrase de
descompunerea Tucker au fost mai potrivite®. Acuratetea LOSO-CV a fost mai mare in cazul
metodei ELMet-SCls, dar timpul necesar executiei prelucrarilor algoritmilor pentru antrenare si
predictie este mai mare nefiind avantajoasa pentru sistemele informatice care necesitd un timp
de raspuns interactiv. Tabelul 7.2 contine valorile acuratetilor in urma validarilor incrucisate
LOOCYV. Dupé cum se poate observa, atunci cand modelul are cunostinte despre un participant
(independenta de utilizator), valoarea acuratetii este mai mare. Metoda DELMet a obtinut o va-
loare foarte apropiata de ELMet-SCls, desi dimensiunea setului de date utilizat pentru antrenare
este semnficativ mai mic. Figura 7.3 ilustreaza rezultatele obtinute in urma calculdrii acuratetii
a doud metode diferite de validare incrucisatd. Conform Figurii 7.3, dimensiunea setului de date
s1 numarul de participanti sunt direct proportionale, in consecintd, odata ce setul de antrenare
este mai voluminos, predictiile gesturilor executate de noi participanti devin mai precise. In con-
secintd, desi acuratetea metodei ELMet-SCls este mai mare decat a metodei DELMet, trebuie
sa existe un compromis Intre acuratete si timpul necesar antrenarii si predictiilor.

Shttps://scikit-learn.org/stable/modules/cross_validation.html
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Tabelul 7.2: Mediile acuratetilor validarilor incrucisate “leave-one-subject-out” (LOSO-CV)/“leave-
one-out” (LOO-CV). Nota: SSE a descompunerii Tucker = 38.39/35.21, suma valorilor proprii a des-
compunerii PCA = 88.5%/89.2%, radacina medie patrata reziduald a factorizarii NNMF = 0.89/0.91.

ELMet- ELMet- ELMet-

Model DELMet (v) PCA (1) NNMEF (1) SCls (1)
Descompunere [s] 1.144 0.963 105.464 —
LOoSO  Invatare [s] 0.701 0.722 0.988 7.887
Testare [s] 1.234 1.457 1.282 1.933
ELMet 92.9% 89.9% 76.6% 96.2%
LOO Descompunere [s] 0.877 0.321 124.34 —
Invatare [s] 0.753 0.825 0.105 8.127
Testare [s] 1.351 1.456 1.313 2.003
ELMet 99.1% 97.7% 91.5% 99.6%
100% 100% _ 8
90% - 90% % 6
8 8% Jf = m———————————  80% 2
g ELMet-PCA S 4
§ 0% S ELMet-Tucker /0% é’
< 0% J [ —ELMet-NNMF  ggy 32
| ELMet-SCls §
50% - T T T T T T T T . 50% 0
1 4 7 10 13 16 19 22 25 28 1 4 7 10 13 16 19 22 25 28 1 4 71013 16 19 22 25 28
Numarul de participanti care fac parte din setul de antrenare
Tehnici de validare incrucisata I
] I ] Date antrenare/participant
] I I N B I
] [ | Date testare/participant

Figura 7.3: Acuratetea obtinuta in urma validarilor incrucisate si timpul [s] necesar antrendrii algoritmi-
lor de nvatare 1n functie de numarul de participanti a caror date fac parte din setul de antrenare.

7.9 Avantajele metodei propuse

Interactiunile gestuale presupun colectarea de informatii de la diversi senzori, procesa-
rea si clasificarea lor. Avand 1n vedere studiile explorative prezentate in Sectiunea 7.2 care au
demonstrat ca gesturile prezintd interes utilizatorilor pentru interactiuni cu inele smart si intera-
ctiuni 1n interiorul si in exteriorul vehiculelor, acest capitol a introdus o metoda de recunoastere
a gesturilor in migcare executate cu mana in aer, DELMet bazata pe descompunerea Tucker2
utilizata pentru reducerea dimensiunii datelor si extragerea caracteristicilor i 0 metoda ansam-
blu de invatare (ELMet) utilizata pentru a creste precizia clasificarii. Descompunerea a oferit o
performantd crescutd de invatare, in acelasi timp reducand timpul costisitor necesar antrenarii
si predictiei, ceea ce o face potrivitd pentru clasificarea datelor de dimensiuni mari. Pe de alta
parte, extragerea caracteristicilor permite reprezentarea intr-un spatiu unic a tuturor gesturilor.
Aplicarea descompunerii Tucker2 pentru tensorii de gesturi a condus la reducerea semnifica-
tiva a dimensiunii datelor utilizate pentru predictie, in medie aceste date reprezintd 1.56% din
intreg setul de date. Caracteristicile obtinute In urma utilizarii descompunerii sunt aplicate me-
todei ansamblu de invatare propuse, ELMet ce presupune crearea unui comitet de vot care va
lua decizia finald de clasificare. Tinand cont de rezultatele obtinute utilizind metoda propusa,
DELMet ofera avantaje valoroase prin reducerea vizibila a costului de calcul atunci cand da-
tele de antrenare sunt mari, pastrand in acelasi timp acuratetea clasificarii foarte buna datorita
metodei ansamblu de invatare.

Contributiile prezentate in cadrul acestui capitol au fost publicate in urmatoarele lucrari
stiintifice Az, A4, As, Ajg si Ajp; vezi Capitolul 8.1.3.
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8 Concluzii si contributii

Contributiile acestei lucrari constau in utilizarea descompunerilor multiliniare algebrice
tensoriale in recunoasterea formelor. Descompunerile tensoriale sunt utilizate in recunoasterea
formelor datorita capacitatii de a extrage caracteristicile relevante si de a reduce dimensiunile
mari ale datelor. Aplicatiile avute In vedere se pot clasifica in doua categorii, utilizarea des-
compunerilor tensoriale pentru imaginile hiperspectrale cu scopul de a extrage caracteristicile
relevante si de a reduce costul de calcul ridicat si utilizarea descompunerilor tensoriale pen-
tru interfete gestuale care necesita un timp de raspuns interactiv. Imaginile hiperspectrale sunt
date de dimensiuni mari, deci algoritmii de clasificare necesitd mult timp pentru a le analiza
si clasifica. In acest scop, dezvoltarea unei metode de reducere a dimensionalititii datelor si
eficientizare a rezultatului clasificarii utilizand alaturi de descompuneri tensoriale, diagramele
Voronoi si formele tari au condus la rezultate eficiente [8]. De asemenea, au fost propuse metode
ce au la baza segmentarea matricilor de abundenta (en.: abundance matrix [43]) utilizdnd des-
compuneri tensoriale [5, 31]. In al doilea rand, datele produse si transmise de dispozitivele care
incorporeaza diversi senzori tind sa creasca de la o zi la alta si sa ofere un volum semnificativ de
informatii valoroase. Aceasta crestere este adesea consideratd o provocare in studiul datelor de
dimensiuni mari. In acest scop, dezvoltarea unei metode denumita DELMet de recunoastere a
gesturilor executate cu mana in aer colectate de senzori inertiali aplicdnd descompunerile mul-
tiliniare algebrice tensoriale si 0 metoda ansamblu de invatare a condus la obtinerea de rezultate
eficiente intr-un timp de raspuns interactiv. Aplicabilitatea metodei DELMet este promitatoare,
fiind evidentiatd in cadrul studiilor explorative privind interactiuni cu inele smart [10, 57] si
interactiuni in interiorul [30] si exteriorul vehiculelor [11, 12].

8.1 Contributiile lucrarii de doctorat
8.1.1 Contributii teoretice

T, Specificarea si evaluarea unor metode de identificare a nodurilor Voronoi in matri-
cea de abundenta folosind descompunerea Parafac (Capitolul 6.4). Pentru a putea
utiliza cat mai eficient resursele de calcul implicate, reducerea numarului de forme se
obtine prin aplicarea unei metode din cele propuse in Sectiunea 6.4 de identificare a celor
mai reprezentative noduri Voronoi din matricea de abundentd. Datorita legaturii dintre
descompunerile multiliniare algebrice tensoriale si modelele spectral unmixing, matricea
de abundenta a fost construitd in urma descompunerii Parafac.

T, Propunerea unei metode euristice pentru determinarea partitiei consens (Capito-
lul 6.5). Identificarea partitiei consens corespunzatoare multi-partitiei obtinute este o pro-
blema NP dificild, prin urmare, s-a utilizat o euristicd care presupune gruparea ierarhica
a formelor tari.

T3 Propunerea unei metode eficiente, folosind descompuneri tensoriale, diagrame Vo-
ronoi si forme tari pentru analiza imaginilor spectrale (Capitolul 6). Metoda propusa
constd in reducerea numarului de forme utilizand diagramele Voronoi si obtinerea partitiei
consens a nodurilor Voronoi care reprezinta intreaga imagine hiperspectrala.

T4 Propunerea metodei DELMet de recunoastere a gesturilor executate cu mana in aer
aplicind descompunerile multiliniare algebrice tensoriale si 0 metoda ansamblu de
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invatare (Capitolul 7.4). A fost dezvoltatd o metoda bazata pe descompunerea algebrica
multiliniara a tensorilor pentru reducerea dimensionalitatii si a extragerii caracteristicilor
si 0 metoda ansamblu de invatare pentru a imbundtati acuratetea clasificarii.

Analiza oportunititii aplicative a interfetelor gestuale folosind inele smart (Capito-
lul 7.2). Sunt descrise si discutate studii explorative cu privire la gesturile in miscare
executate cu mana 1n aer, astfel evidentiidu-se aplicabilitatea metodei de recunoastere a
gesturilor, DELMet dezvoltata in Capitolul 7.4.

Contributii practice

Evaluarea metodelor de segmentare a matricilor de abundenta corespunzatoare ima-
ginilor hiperspectrale (Capitolul 5.3). Metodele dezvoltate presupun segmentarea ma-
tricii de abundenta avand la baza algoritmul nucleelor dinamice si segmentarea in subin-
tervale egale. In urma testelor s-au obtinut segmentiri bine definite, atit pentru metoda de
segmentare bazata pe algoritmul nucleelor dinamice, cat si pentru metoda de segmentare
in subintervale egale.

Cercetiri experimentale privind clasificarea supravegheata si nesupravegheata a
imaginilor hiperspectrale (Capitolul 5.1 si Capitolul 5.2). S-a studiat si analizat per-
formanta mai multor algoritmi de invatare automata aplicati imaginilor hiperspectrale sa-
telitare de dimensiuni si rezolutii diferite.

Cercetari experimentale privind clusterizarea matricilor de abundenta
(Capitolul 5.2). Clasificarea imaginilor hiperspectrale folosind descompunerile tenso-
riale si algoritmi nesupravegheati au oferit o reducere semnificativa a dimensiunii datelor
si 0 analiza usoarad a materialelor prezente in zona de interes.

Cercetari experimentale privind clusterizarea imaginior hiperspectrale folosind des-
compuneri tensoriale, diagrame Voronoi si forme tari (Capitolul 6). S-a realizat o
analiza a performantelor metodei dezvoltate pentru metodele de identificare a nodurilor
Voronoi propuse. In urma testelor de performanta s-a observat ci numarul de forme a fost
redus semnificativ, astfel costul de calcul a fost mult mai mic, iar partitia consens obtinuta
a crescut calitatea clusterizarii.

Un studiu de solicitare in urma céaruia am colectat un set de gesturi de la 40 partici-
panti (Capitolul 7.2). Studiul a fost realizat cu scopul de a identifica preferintele soferilor
si pasagerilor cu privire la interactiuni gestuale n interiorul vehiculelor.

Proiectarea si dezvoltarea unui instrument web, GestuRING (Capitolul 7.2). Gestu-
RING pune la dispozitie informatii si resurse usor accesibile care au scopul de a informa
deciziile de proiectare cu privire la ce gesturi executate cu inele smart trebuie utilizate
pentru a controla o functie a unui sistem interactiv sau pentru a inspira noi modele de ges-
turi. Instrumentul web se bazeaza pe un corp de cunostinte structurate sistematic extrase
in urma unei analize a literaturii stiintifice de specialitate cu privire la gesturi executate
cu inele smart.

Cercetari experimentale privind clasificarea supravegheata gesturilor executate cu
mana in aer (Capitolul 7). S-a realizat o comparatie a metodei DELMet cu alte metode
de clasificare cu perspective diferite si s-au analizat performantele obtinute. Conform
rezultatelor obtinute in urma testelor efectuate, costul de calcul implicat a fost redus sem-
nificativ pastrand 1n acelasi timp o acuratete crescuta a clasificarii.
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8.1.3

Diseminarea rezultatelor

Contributiile prezentate in cadrul acestei teze de doctorat au fost diseminate la nivel na-

tional si international, in cadrul revistelor si conferintelor de specialitate Intr-un numar de 17
articole stiintifice, dintre care 9 sunt indexate Web of Science, dupa cum urmeaza:

a)

b)

c)

Aq

As

Ay

As

Ag

Publicarea a 4 articole 1n reviste cotate ISI, dintre care:

- 1 articol Q1 Quartile (zona rosie)
- 2 articole Q2 Quartile (zona galbend)

Publicarea a 10 articole la conferinte internationale a caror volume sunt indexate ISI,
Scopus, IEEE sau ACM, dintre care:

- 2 articole prezentate la conferinte de rang ARC CORE A*
- 2 articole prezentate la conferinte de rang ARC CORE B

Publicarea a 3 articole in reviste indexate BDI.

Lista lucrarilor publicate
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20, no. 19: 5684, W0OS:000587236000001, IF(2020): 3.576, 5-YEAR IF(2020): 3.735,
Q1 Quartile (zona rosie), DOI: https://doi.org/10.3390/s20195684.
Laura-Bianca Bilius si Stefan Gheorghe Pentiuc, 2020. “Unsupervised Clustering for
Hyperspectral Images”. Symmetry 12, no. 2: 277, WO0S:000521147600138,
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Implicarea in proiecte de cercetare

Proiect PNIII, “Platforma hibrida de comunicatii prin lumina vizibila si realitate
augmentata pentru dezvoltarea de sisteme inteligente de asistentda §i siguranta activa
a autovehiculelor”, cod proiect PN-III-P1-1.2-PCCDI-2017-0917, contract nr. 21PCC-
DI/2018, perioada de derulare 01.2018—11.2022;

Proiect POCU, “Excelenta academica si valori antreprenoriale - sistem de burse pen-
tru asigurarea oportunitatilor de formare si dezvoltare a competentelor antreprenori-
ale ale doctoranczilor si postdoctoranzilor (ANTREPRENORDOC)”, cofinantat din Fon-
dul Social European prin Programul Operational Capital Uman, 2014-2020, Contract nr.
36355/23.05.2019, POCU/380/6/13 - Cod SMIS: 123847, perioada de derulare 09.2019—
08.2020;

Proiect PNIII, “WearSkill: Interactiuni fluide cu dispozitive wearable smart pentru abili-
tati motorii specifice”, cod proiect PN-III-P2-2.1-PED-2019-0352, contract nr. 276PED/
2020, perioada de derulare 08.2020—08.2022.

Proiect “Centru pentru transferul de cunostinte catre intreprinderi din domeniul ICT —
CENTRIC”, codul proiectului POC-A1-A1.2.3-G-2015, Cod SMIS 2014+ 119722 (ID
P 40 305), Contract de finantare nr. 5/AXA 1/1.2.3/G/13.06.2018, Contract subsidiar nr.
15.875/04.09.2020/acronim Study Al/ IMM:MIiCS Software SRL, perioada de derulare
11.2020 —11.2022;

Dezvoltari viitoare

Dezvoltarile viitoare ale cercetarilor efectuate in domeniul recunoasterii formelor utilizand

descompuneri tensoriale au in vedere urmatoarele:

I

II

Imbunititirea acuratetii clasificarii nodurilor Voronoi utilizand algoritmi de invitare pro-
funda in scopul cresterii sanselor de a obtine o partitie consens mai generald a nodurilor.
In aceasti directie, pentru rezolvarea problemelor de identificare a materialelor din ima-
ginile hiperspectrale se vor explora performantele utilizarii retelelor neuronale, cum ar fi
reteaua celulara neliniara (Cellular Nonlinear Network [36]), Restricted Boltzmann Ma-
chine [18], Neural turing machines [33].

O alta directie de explorari viitoare consta In implementarea unui algoritm specializat
de descompunere si antrenare tensoriala a datelor hiperspectrale utilizand algoritmi de
invatare prin intdrire (en. Reinforcement Learning) [47]. Aceste tehnici detin avatanjul
de a putea invata prin Incercare si eroare folosindu-se de propriile actiuni si experiente,
urmarind cresterea acuratetii predictiilor [47].
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III

vV

VI

Construirea partitiei consens formalizata ca o problema a unui proces de optimizare care sa
urmareasca maximizarea masurii de similaritate a spectrelor dominante din fiecare clasa
cu spectrele existente, aceste tehnici fiind integrate intr-o bibliotecd pentru identificarea
materialelor susceptibile sa apara in zona reprezentata de imaginea hiperspectrala.

Aprofundarea descompunerilor tensoriale pentru recunoasterea gesturilor ce presupun mi-
scarea mainii utilizand date colectate de la senzori inertiali prezentata in Sectiunea 7 prin
implementarea unui model dedicat ce presupune extragerea caracteristicilor si invatare
automata explicativa (en. Explainable Al) [32] a datelor, modelele explicative avand ca-
pacitatea de a interpreta rezultatele si a creste increderea utilizatorilor. In ceea ce priveste
imbunatatirea acuratetii metodei ansamblu de invatare, se poate continua prin utilizarea
algoritmilor generici de recunoastere, cum ar fi $3 [28] si algoritmilor de invatare prin
intarire (en. reinforcement learning). Acesti algoritmi detin avantajul de a fi flexibili
in rezolvarea problemelor de clasificare, caracteristicile fiind deduse automat si ajustate
pentru a obtine rezultatul dorit.

Dezvoltarea si implementarea unei librarii pentru recunoasterea gesturilor colectate de di-
versi sensori inertiali avand la bazd metoda DELMet. in functie de caracteristicile datelor,
algoritmul foloseste datele antrenate corespunzatoare, generalizand 1n acest fel libertatea
utilizatorilor de a lucra cu senzorii doriti. Aceasta directie presupune crearea unei baze
de date care sa contind gesturi atat bidimensionale, cat si tridimensionale colectate de la
utilizatori prin intermediul studiilor de solicitare n conditii reale de utilizare [58].

Cresterea acuratetii clasificarilor ar putea fi realizata prin complementarea caracteristi-
cilor extrase de decompunerile tensoriale cu statistici descriptive cantitative extrase din
date. Aceasta directie poate fi implementatd atit pentru recunoasterea gesturilor, cat si a
materialelor prezente In imaginile hiperspectrale.
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